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Cz¦±¢ I

Cz¦±¢ organizacyjna

1 Cel i rezultat

Laboratorium prowadzi od poprawnie zde�niowanego problemu do wyniku, który mo»na zwery-
�kowa¢ i zinterpretowa¢. Rezultatem nie jest sam dziaªaj¡cy kod: student ma przedstawi¢ dane
wej±ciowe, kon�guracj¦, wynik ilo±ciowy, przypadek bª¦dny oraz ograniczenia wnioskowania.

2 Zasady pracy

Obszar Wymaganie

Raport Uzupeªniaj evidence/lab01.md; szablon jest osadzony w PDF.
Reprodukowalno±¢ Zapisz wersj¦ danych, Pythona i bibliotek, seed, parametry oraz sposób

podziaªu danych.
Dane Nie mody�kuj danych ¹ródªowych; artefakty i wyniki zapisuj osobno.
Walidacja Nie dobieraj parametrów na podstawie �nalnego zbioru testowego.
Interpretacja Rozdziel obserwacj¦, cech¦ obliczon¡, predykcj¦ modelu i interpretacj¦ psy-

chologiczn¡.
Niepewno±¢ System powinien dopuszcza¢ wynik niepewny lub unknown; nie wymuszaj

klasy�kacji bez podstaw.

3 Wymagania wst¦pne

Python, pandas, NumPy, Matplotlib i scikit-learn. Przed rozpocz¦ciem sprawd¹ uruchomienie
±rodowiska, dost¦p do danych i mo»liwo±¢ zapisania artefaktów eksperymentu.

4 Punkty kontrolne

3.0 dziaªaj¡cy baseline, poprawne wej±cie/wyj±cie i udokumentowane ±rodowisko
3.5 kompletna implementacja zadania gªównego i poprawnie dobrana metryka
4.0 kontrolowany eksperyment, wynik ilo±ciowy i wªa±ciwa wizualizacja
4.5 failure case oraz analiza odporno±ci lub generalizacji
5.0 ablation, analiza niepewno±ci i krytyczna interpretacja ogranicze«
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Cz¦±¢ II

Cz¦±¢ teoretyczna

5 Co wªa±ciwie mierzymy?

W informatyce afektywnej etykieta emocji jest operacjonalizacj¡ konstruktu, a nie bezpo±red-
nim pomiarem stanu psychicznego. Porównaj reprezentacj¦ kategorialn¡ z wymiarow¡ valence�
arousal. Dla anotacji wielu osób oblicz zgodno±¢ i poka» rozkªad ocen zamiast redukowa¢ go od
razu do jednej etykiety.

Zasada interpretacji

Pipeline dokumentuj jako: dane → preprocessing → reprezentacja → mo-
del/algorytm → wynik → interpretacja. Ka»de przej±cie w tym ªa«cuchu wprowadza
zaªo»enia i potencjalne ¹ródªa bª¦du.

6 Walidacja i generalizacja

Je»eli próbki pochodz¡ od wielu osób, rozró»nij generalizacj¦ na nowe próbki tej samej osoby od
generalizacji na now¡ osob¦. W drugim przypadku stosuj podziaª subject-independent, gdy iden-
ty�katory uczestników s¡ dost¦pne. Raportuj wyniki per klasa lub per warunek, a nie wyª¡cznie
jedn¡ warto±¢ ±redni¡. Zawsze sprawd¹ niezbalansowanie klas, brakuj¡ce dane i mo»liwo±¢ data
leakage.

7 Niepewno±¢ i ground truth

Ground truth w informatyce afektywnej mo»e pochodzi¢ z samoopisu, anotacji obserwatora,
etykiety eksperymentalnej albo heurystyki. Te ¹ródªa nie s¡ równowa»ne. W raporcie zapisz,
sk¡d pochodzi etykieta referencyjna, jaka jest jej rozdzielczo±¢ i jakie ma ograniczenia. Con�dence
modelu opisuje zachowanie modelu, a nie pewno±¢ co do rzeczywistego stanu psychicznego osoby.

8 Diagramy wspomagaj¡ce interpretacj¦

8.1 Przestrze« valence�arousal
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Jak czyta¢ wykres. Punkty s¡ obserwacjami w przestrzeni wymiarowej. Granice klas nie wy-
nikaj¡ z osi automatycznie; zale»¡ od przyj¦tej operacjonalizacji i ground truth.

8.2 Od anotacji do etykiety

próbka anotatorzy rozkªad ocen agregacja ground truth
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9 Wzory i miary

Dla próbki i opis wymiarowy afektu zapisujemy jako

ai =

[︃
vi
ai

]︃
,

gdzie vi oznacza valence, a ai arousal. �rednia ocena K anotatorów wynosi

x̄i =
1

K

K∑︂
k=1

xik.

Dla etykiet nominalnych zgodno±¢ ponad przypadek mo»na opisa¢ wspóªczynnikiem Cohena

κ =
po − pe
1− pe

,

gdzie po jest obserwowan¡ zgodno±ci¡, a pe zgodno±ci¡ oczekiwan¡ przypadkowo. Warto±¢ κ
interpretuj razem z rozkªadem klas i liczebno±ci¡ próby.

Cz¦±¢ III

Cz¦±¢ praktyczna

10 Dane wej±ciowe i oczekiwane artefakty

Wej±cie. Tabela CSV z kolumnami `sampleid‘, ‘subjectid‘, ‘label‘, ‘valence‘, ‘arousal‘oraz −
−jeelisdostpne−−osobnymiocenamianotatorw.Dopuszczalnyjestniewielkizbirdemonstracyjnyprzygotowanyprzezprowadzcego.

Oczekiwany rezultat. Tabela podsumowuj¡ca liczebno±ci i braki, histogram klas, wykres
valence�arousal oraz miara zgodno±ci anotatorów.

Minimalny kontrakt danych

Przed implementacj¡ sprawd¹ nazwy pól, jednostki, zakresy warto±ci, braki oraz identy-
�kator osoby/próbki. Je»eli format danych ró»ni si¦ od przykªadu, dostosuj kod jawnie i
opisz zmian¦ w raporcie.

11 Przykªad startowy w Pythonie

Poni»szy listing jest punktem startowym, a nie gotowym rozwi¡zaniem eksperymentu. Student
ma go dostosowa¢ do rzeczywistego formatu danych i udokumentowa¢ zmiany.

1 import pandas as pd

2 import matplotlib.pyplot as plt

3

4 df = pd.read_csv("data/affect.csv")

5 print(df[["label", "valence", "arousal"]].isna().mean())

6 print(df["label"].value_counts(normalize=True))

7

8 ax = df.plot.scatter(x="valence", y="arousal", c="subject_id", colormap="viridis")

9 ax.set(xlabel="Valence", ylabel="Arousal", title="Przestrze« afektu")

10 plt.tight_layout()

11 plt.show()
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12 Jak czyta¢ wynik

Najpierw sprawd¹ poprawno±¢ techniczn¡: zakres warto±ci, braki, liczb¦ próbek i zgodno±¢ wy-
miarów. Nast¦pnie oce« wynik ilo±ciowo. Dopiero na ko«cu formuªuj interpretacj¦ afektywn¡.
Nie wyci¡gaj wniosku psychologicznego wyª¡cznie z pojedynczej predykcji lub atrakcyjnej wizu-
alizacji.

13 1. Przygotowanie eksperymentu

Utwórz katalog wyników i zanotuj wersje ±rodowiska. Ustal pytanie badawcze w formie, na któr¡
mo»na odpowiedzie¢ pomiarem. Zapisz hipotez¦, zmienn¡ niezale»n¡, zmienn¡ zale»n¡ oraz kry-
terium poprawno±ci. Przed analiz¡ sprawd¹ struktur¦ danych, braki i etykiety.

14 2. Baseline

Uruchom najprostszy wariant rozwi¡zania, który stanowi punkt odniesienia. Zapisz wej±cie, pa-
rametry i wynik do evidence/lab01.md → Baseline. Baseline powinien by¢ prosty i mo»liwy
do ponownego uruchomienia bez r¦cznych kroków.

Punkt kontrolny 3.0

Poka» dziaªaj¡cy baseline oraz wska» dokªadnie dane wej±ciowe, wynik i kon�guracj¦ u»ywan¡
do jego uzyskania.

15 3. Zadanie gªówne

Wczytaj zbiór danych, zbuduj sªownik klas, zakoduj etykiety kategorialne oraz wspóªrz¦dne
valence�arousal. Wykonaj EDA: liczebno±ci klas, braki, obserwacje odstaj¡ce i rozkªady wy-
miarów. Je»eli dost¦pnych jest wielu anotatorów, policz miar¦ zgodno±ci odpowiedni¡ do skali.

Punkt kontrolny 3.5

Poka» kompletny przepªyw danych. Wyja±nij znaczenie parametrów oraz wska», które ele-
menty s¡ pomiarem, które cech¡, a które inferencj¡.

16 4. Eksperyment ilo±ciowy

Wyznacz udziaªy klas, odsetek braków, statystyki valence/arousal oraz zgodno±¢ anotatorów.
Zmieniaj jeden kontrolowany czynnik naraz. Dla procedur losowych zachowaj seed i wykonaj
powtórzenia pozwalaj¡ce oceni¢ zmienno±¢. Wynik przedstaw w tabeli oraz na wykresie z pod-
pisanymi osiami, jednostkami i opisem warunków.

Punkt kontrolny 4.0

Wynik ma odpowiada¢ na pytanie badawcze. Sama wizualizacja bez metryki i warunków
eksperymentu nie wystarcza.

17 5. Failure case

Znajd¹ przypadek, w którym pipeline daje wynik bª¦dny, niestabilny lub niepewny. Nie ograni-
czaj si¦ do pokazania bª¦du. Ustal, na którym etapie powstaje: akwizycja, preprocessing, repre-
zentacja, model, próg decyzyjny czy interpretacja. Zaproponuj test, który pozwala odró»ni¢ co
najmniej dwie mo»liwe przyczyny.
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Punkt kontrolny 4.5

Raport zawiera failure case, diagnoz¦ ¹ródªa bª¦du oraz kontrolowany test odporno±ci albo
generalizacji.

18 6. Ablation i analiza niepewno±ci

porównaj wynik po agregacji etykiet wi¦kszo±ci¡ gªosów z reprezentacj¡ zachowuj¡c¡ rozkªad
ocen. U»yj tej samej metryki i tego samego zbioru ewaluacyjnego dla obu wariantów. Nast¦pnie
wska» warunek, w którym system powinien zwróci¢ unknown lub powstrzyma¢ si¦ od dziaªania.

Punkt kontrolny 5.0

Wniosek z ablation jest ilo±ciowy i uwzgl¦dnia alternatywne wyja±nienia, confoundery oraz
granice generalizacji.

19 7. Raport i artefakty

Raport musi zawiera¢: pytanie badawcze i hipotez¦; pochodzenie danych i ground truth; ±rodo-
wisko i parametry; baseline; opis pipeline'u; metryki; tabel¦ lub wykres; przypadek poprawny;
failure case; ablation; niepewno±¢; ograniczenia i krótki wniosek. Zachowaj kod i artefakty po-
trzebne do odtworzenia wyniku.

20 Pytania kontrolne

1. Co w tym laboratorium jest obserwowane bezpo±rednio, a co wywnioskowane?

2. Jak powstaª ground truth i jaki bª¡d mo»e zawiera¢?

3. Jaki confounder mo»e zmieni¢ wynik bez zmiany badanego konstruktu?

4. Czy zastosowana walidacja pozwala wnioskowa¢ o nowej osobie?

5. Jak rozpoznasz data leakage?

6. Kiedy system powinien zwróci¢ unknown?

7. Które parametry s¡ niezb¦dne do reprodukcji wyniku?

21 Warunek zaliczenia

Pipeline musi dziaªa¢, wynik musi by¢ mierzalny i odtwarzalny, a interpretacja nie mo»e wykra-
cza¢ poza informacje dost¦pne w danych. Student powinien umie¢ wyja±ni¢ zarówno poprawny
wynik, jak i co najmniej jeden przypadek niepowodzenia.
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# Raport — Laboratorium 1: Modele afektu i przygotowanie danych



## Identyfikacja

- Data:

- Osoba / para:

- Commit / wersja kodu:



## Pytanie badawcze i hipoteza



## Środowisko

- Python:

- Biblioteki i wersje:

- Dane / wersja / źródło:

- Seed:



## Baseline

- Wejście:

- Parametry:

- Wynik:



## Implementacja główna

- Pipeline:

- Parametry:

- Ground truth / etykieta referencyjna:



## Eksperyment ilościowy

- Zmienna niezależna:

- Metryka:

- Wyniki / tabela:

- Wizualizacja:

- Wniosek:



## Failure case

- Warunek:

- Wynik:

- Prawdopodobna przyczyna:



## Ablation

- Usunięty element:

- Wynik pełny:

- Wynik po ablation:

- Interpretacja:



## Niepewność i ograniczenia

- Confoundery:

- Kiedy zwrócić unknown:

- Ograniczenia generalizacji:



## Wniosek

2–4 zdania oparte wyłącznie na uzyskanych danych.



