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Czesé 1
Czes$¢ organizacyjna
1 Celi rezultat

Laboratorium prowadzi od poprawnie zdefiniowanego problemu do wyniku, ktéry mozna zwery-
fikowac i zinterpretowac. Rezultatem nie jest sam dziatajacy kod: student ma przedstawi¢ dane
wejsciowe, konfiguracje, wynik ilogciowy, przypadek bledny oraz ograniczenia wnioskowania.

2 Zasady pracy

Obszar Wymaganie

Raport Uzupekiaj evidence/1ab03.md; szablon jest osadzony w PDF.
Reprodukowalnoéé Zapisz wersje danych, Pythona i bibliotek, seed, parametry oraz sposéb
podziatu danych.

Dane Nie modyfikuj danych zrodtowych; artefakty i wyniki zapisuj osobno.

Walidacja Nie dobieraj parametréw na podstawie finalnego zbioru testowego.

Interpretacja Rozdziel obserwacje, ceche obliczona, predykcje modelu i interpretacje psy-
chologiczna.

Niepewnosé System powinien dopuszczaé¢ wynik niepewny lub unknown; nie wymuszaj

klasyfikacji bez podstaw.

3 Wymagania wstepne

Python, OpenCV, scikit-learn lub PyTorch oraz zbior obrazéw z etykietami. Przed rozpoczeciem
sprawdz uruchomienie srodowiska, dostep do danych i mozliwo$¢ zapisania artefaktow ekspery-
mentu.

4 Punkty kontrolne

3.0 dzialajacy baseline, poprawne wejscie/wyjscie i udokumentowane §rodowisko
3.5  kompletna implementacja zadania gtéwnego i poprawnie dobrana metryka
4.0 kontrolowany eksperyment, wynik ilodciowy i wlasciwa wizualizacja

4.5 failure case oraz analiza odpornosci lub generalizacji

5.0 ablation, analiza niepewnosci i krytyczna interpretacja ograniczen
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Czesé 11
Czes¢ teoretyczna
5 Co wlasciwie mierzymy?

FER jest problemem klasyfikacji wzorcow ekspresji twarzy. Najwazniejszym ryzykiem metodo-
logicznym jest data leakage miedzy obrazami tej samej osoby. Accuracy moze by¢ mylace przy
niezbalansowanych klasach, dlatego analizuj macro-F1, recall per class i macierz pomytek.

Zasada interpretacji

Pipeline dokumentuj jako: dane — preprocessing — reprezentacja — mo-
del/algorytm — wynik — interpretacja. Kazde przejscie w tym taricuchu wprowadza
zatozenia i potencjalne Zrédta btedu.

6 Walidacja i generalizacja

Jezeli probki pochodza od wielu os6b, rozréznij generalizacje na nowe probki tej samej osoby od
generalizacji na nowg osobe. W drugim przypadku stosuj podziat subject-independent, gdy iden-
tyfikatory uczestnikéw sa dostepne. Raportuj wyniki per klasa lub per warunek, a nie wytacznie
jedna wartos¢ érednia. Zawsze sprawdz niezbalansowanie klas, brakujace dane i mozliwos¢ data
leakage.

7 Niepewno$¢ i ground truth

Ground truth w informatyce afektywnej moze pochodzié¢ z samoopisu, anotacji obserwatora,
etykiety eksperymentalnej albo heurystyki. Te Zrédla nie sg réwnowazne. W raporcie zapisz,
skad pochodzi etykieta referencyjna, jaka jest jej rozdzielczoscé i jakie ma ograniczenia. Confidence
modelu opisuje zachowanie modelu, a nie pewnosé co do rzeczywistego stanu psychicznego osoby.

8 Diagramy wspomagajace interpretacje

8.1 Pipeline FER

8.2 Data leakage a generalizacja

’ split po osobach ‘
’train: AB,C ‘ ’test: AB,C ‘ ’train: AB ‘

ryzyko przecieku tozsamosci test nowej osoby
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8.3 Przykladowa macierz pomylek

radosé |-

smutek |-

etykieta

7z o8¢ |-

| | |
radosé¢ smutek zlosé

predykcja
9 Wzory i miary
Dla klasy c¢ zdefiniuj
TP, TP,
Po=m5—55: Re=m5 o7
TP.+ FP. TP.+ FN,
oraz PR
Fl.=9_—¢*<
¢ "P+R

W problemie wieloklasowym uzywaj m.in. macro-F1:

1 C
Flmacro = 6 ZFlc-
c=1

Macierz pomyltek ma elementy
Mij =#{n:yn =i A = j}.

Confidence max. p(c | z) jest wynikiem modelu; bez sprawdzenia kalibracji nie nalezy utozsamia¢
go z prawdopodobienistwem rzeczywistego stanu emocjonalnego.

Czesé 111
Czes¢ praktyczna

10 Dane wejSciowe i oczekiwane artefakty

Wejscie. Zbiér obrazéw twarzy z etykietami ekspresji i, jesli to mozliwe, identyfikatorem osoby.
Identyfikator jest potrzebny do poprawnego testu subject-independent.

Oczekiwany rezultat. Tabela wynikéw, macro-F1, recall per class, macierz pomytek oraz
przyktady trafnych i btednych predykcji z confidence.

Minimalny kontrakt danych

Przed implementacja sprawdz nazwy pél, jednostki, zakresy wartodci, braki oraz identy-
fikator osoby /probki. Jezeli format danych rézni sie od przyktadu, dostosuj kod jawnie i
opisz zmiane w raporcie.
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11 Przyklad startowy w Pythonie

Ponizszy listing jest punktem startowym, a nie gotowym rozwigzaniem eksperymentu. Student
ma go dostosowacé do rzeczywistego formatu danych i udokumentowaé zmiany.

from sklearn.model_selection import GroupShuffleSplit
from sklearn.metrics import classification_report, confusion_matrix

splitter = GroupShuffleSplit(n_splits=1, test_size=0.2, random_state=42)
train_idx, test_idx = next(splitter.split(X, y, groups=subject_id))

model.fit(X[train_idx], y[train_idx])

pred = model.predict(X[test_idx])
print(classification_report(y[test_idx], pred, digits=3))
print(confusion_matrix(y[test_idx], pred))

12 Jak czytaé wynik

Najpierw sprawdZ poprawnosé¢ techniczna: zakres wartosci, braki, liczbe probek i zgodnosé wy-
miaréw. Nastepnie ocenn wynik iloéciowo. Dopiero na konicu formuhuj interpretacje afektywna.
Nie wyciagaj wniosku psychologicznego wylacznie z pojedynczej predykeji lub atrakcyjnej wizu-
alizacji.

13 1. Przygotowanie eksperymentu

Utworz katalog wynikéw i zanotuj wersje érodowiska. Ustal pytanie badawcze w formie, na ktéra
mozna odpowiedzie¢ pomiarem. Zapisz hipoteze, zmienng niezalezng, zmienna zalezng oraz kry-
terium poprawnosci. Przed analiza sprawd7 strukture danych, braki i etykiety.

14 2. Baseline

Uruchom najprostszy wariant rozwigzania, ktéry stanowi punkt odniesienia. Zapisz wejécie, pa-
rametry i wynik do evidence/1ab03.md — Baseline. Baseline powinien by¢ prosty i mozliwy
do ponownego uruchomienia bez recznych krokéw.

Punkt kontrolny 3.0

Pokaz dziatajacy baseline oraz wskaz doktadnie dane wejsciowe, wynik i konfiguracje uzywana
do jego uzyskania.

15 3. Zadanie gléwne

Przygotuj preprocessing obrazow i podzial train/validation/test. Jezeli identyfikatory osob sa
dostepne, wykonaj podzial subject-independent. Uruchom prosty baseline, a nastepnie model
FER. Zapisz predykcje i confidence dla zbioru testowego.

Pokaz kompletny przeptyw danych. Wyjasnij znaczenie parametréw oraz wskaz, ktore ele-
menty s3 pomiarem, ktore cecha, a ktoére inferencjs.
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16 4. Eksperyment iloSciowy

Wyznacz macro-F1, recall dla klas i macierz pomytek; dodatkowo poréwnanie subject-dependent i
subject-independent, jeéli dane na to pozwalaja. Zmieniaj jeden kontrolowany czynnik naraz. Dla
procedur losowych zachowaj seed i wykonaj powtoérzenia pozwalajace oceni¢ zmiennogé. Wynik
przedstaw w tabeli oraz na wykresie z podpisanymi osiami, jednostkami i opisem warunkow.

Punkt kontrolny 4.0

Wynik ma odpowiadaé¢ na pytanie badawcze. Sama wizualizacja bez metryki i warunkdw
eksperymentu nie wystarcza.

17 5. Failure case

Znajdz przypadek, w ktérym pipeline daje wynik btedny, niestabilny lub niepewny. Nie ograni-
czaj sie do pokazania btedu. Ustal, na ktérym etapie powstaje: akwizycja, preprocessing, repre-
zentacja, model, prég decyzyjny czy interpretacja. Zaproponuj test, ktéry pozwala odréznié co
najmniej dwie mozliwe przyczyny.

Punkt kontrolny 4.5

Raport zawiera failure case, diagnoze zrodta btedu oraz kontrolowany test odpornosci albo
generalizacji.

18 6. Ablation i analiza niepewno$ci

wskaz najbardziej typowe pomytki modelu i sprawdz wplyw usuniecia jednego kroku preproces-
singu. Uzyj tej samej metryki i tego samego zbioru ewaluacyjnego dla obu wariantéw. Nastepnie
wskaz warunek, w ktorym systemn powinien zwrédci¢ unknown lub powstrzymac sie od dziatania.

Punkt kontrolny 5.0

Whiosek z ablation jest ilodciowy i uwzglednia alternatywne wyjasnienia, confoundery oraz
granice generalizacji.

19 7. Raport i artefakty

Raport musi zawiera¢: pytanie badawcze i hipoteze; pochodzenie danych i ground truth; srodo-
wisko 1 parametry; baseline; opis pipeline’u; metryki; tabele lub wykres; przypadek poprawny;
failure case; ablation; niepewnos¢; ograniczenia i krotki wniosek. Zachowaj kod i artefakty po-
trzebne do odtworzenia wyniku.

20 Pytania kontrolne
1. Co w tym laboratorium jest obserwowane bezposrednio, a co wywnioskowane?
2. Jak powstat ground truth i jaki btad moze zawiera¢?
3. Jaki confounder moze zmieni¢ wynik bez zmiany badanego konstruktu?
4. Czy zastosowana walidacja pozwala wnioskowaé¢ o nowej osobie?

5. Jak rozpoznasz data leakage?
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6. Kiedy system powinien zwr6ci¢ unknown?

7. Ktore parametry sa niezbedne do reprodukcji wyniku?

21 Warunek zaliczenia

Pipeline musi dziata¢, wynik musi by¢ mierzalny i odtwarzalny, a interpretacja nie moze wykra-
czal poza informacje dostepne w danych. Student powinien umie¢ wyjasni¢ zaréwno poprawny
wynik, jak 1 co najmniej jeden przypadek niepowodzenia.
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# Raport — Laboratorium 3: Klasyfikacja emocji z obrazu (FER)



## Identyfikacja

- Data:

- Osoba / para:

- Commit / wersja kodu:



## Pytanie badawcze i hipoteza



## Środowisko

- Python:

- Biblioteki i wersje:

- Dane / wersja / źródło:

- Seed:



## Baseline

- Wejście:

- Parametry:

- Wynik:



## Implementacja główna

- Pipeline:

- Parametry:

- Ground truth / etykieta referencyjna:



## Eksperyment ilościowy

- Zmienna niezależna:

- Metryka:

- Wyniki / tabela:

- Wizualizacja:

- Wniosek:



## Failure case

- Warunek:

- Wynik:

- Prawdopodobna przyczyna:



## Ablation

- Usunięty element:

- Wynik pełny:

- Wynik po ablation:

- Interpretacja:



## Niepewność i ograniczenia

- Confoundery:

- Kiedy zwrócić unknown:

- Ograniczenia generalizacji:



## Wniosek

2–4 zdania oparte wyłącznie na uzyskanych danych.



