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Cele i pytania badawcze

* Od modelu zachowania przechodzimy do hipotez o jego mechanizmach.
» Weryfikujemy przewidywania modelu na poprawnosci i czasie reakcji.

» Poréwnujemy uczenie skojarzen, wybor i akumulacje dowodéw.



Model poznawczy: podstawowe pojecia

* Reprezentacja opisuje przechowywane informacje lub przekonania.

* Proces wyznacza regute zmiany stanu w czasie.

» Model tgczy zmienne wejsciowe, parametry i przewidywane odpowiedzi.



Opis, predykcja i mechanizm

* Model opisowy syntetyzuje zaobserwowane regularnosci.

» Model predykcyjny ocenia generalizacje na nowych danych.

* Model mechanistyczny przedstawia postulowany proces generujacy wynik.



Od teorii do symulacji
* Zdefiniuj mierzalne zmienne i zadanie poznawcze.
» Zapisz reguly przejscia i rozktady zaktocen.

» Poréwnaj przewidywania z danymi i analizuj niepewnosg¢.
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Rysunek 1: Od teorii do symulacji




Parametry a konstrukty psychologiczne

» Kazdy parametr ma jednostke lub okreslong skale.

» Parametr nie musi by¢ bezpoSrednim pomiarem cechy psychiczne;j.
» Sprawdzaj identyfikowalnos$¢ i odzyskiwanie parametrow.



Pamiec: kodowanie i wydobywanie

» Prawdopodobienstwo odtworzenia zalezy od czasu i wskazéwek.
» Model oddziela site Sladu od strategii wydobywania.

» Wiele trajektorii zapominania pasuje do krotkiej obserwacii.



Krzywa zapominania

* Model wyktadniczy: retencja maleje wraz z czasem.

» Model potegowy przewiduje inng dynamike spadku.

» Poréwnuj krzywe na jawnej osi czasu i tej samej skali.
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Rysunek 2: Krzywa zapominania



Pamiec robocza

» Pamiec¢ robocza podtrzymuje informacje potrzebne do biezgcego zadania.
» Zaktocenia mogg wynikac z interferencji i ograniczen uwagi.

» Modele r6znig sie opisem pojemnosci oraz aktualizacji stanu.



Selekcja uwagi

» Bodziec konkuruje o przetwarzanie z innymi sygnatami.

» Selekcja zalezy od celu, saliencji i przewidywan.

» Uwaga nie jest bezposrednio obserwowana przez pojedynczag miare.
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Uczenie Rescorli-Wagnera

» Warto$¢ oczekiwana zmienia sie wraz z bledem predykciji.
» Szybkosc¢ uczenia a okresla site aktualizaciji.

* Regula jest przyblizeniem uczenia skojarzeniowego.
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Rysunek 3: Uczenie Rescorli-Wagnera
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Btad predykciji

* Btfad jest roznicg miedzy wynikiem a oczekiwaniem.

» Dodatni btgd zwieksza oszacowanie wartosci bodzca.
» Ujemny btad moze ostabia¢ skojarzenie.
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Uczenie przez wzmacnianie

» Warto$¢ Q okresla przewidywang korzy$c¢ dla dziatania.

* W Q-learning aktualizacja zalezy od przysziej wartosci stanu.
» Wynik zalezy od eksploracji, dyskontowania i nagrad.
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Reguta wyboru softmax
» Softmax przypisuje dziataniom prawdopodobienistwa na podstawie wartosci.

» Temperatura reguluje losowo$¢ wyboru.
» Wyniki moga by¢ podobne przy réznych parach parametrow.
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Szybkosc i doktadnos¢ decyzji

» Obnizenie progu moze skraca¢ czas odpowiedzi.

* Nizszy prég moze zwiekszac czestosc btedow.

» Kompromis zalezy od nacisku na tempo i stawke zadania.
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Studium: fatwy i trudny wybor
» Porownujemy dwa bodZce o réznej czytelnosci.
* Przyjmujemy identyczny prog i czas niedecyzyjny.

* W modelu zmienia sie jedynie tempo naptywu dowodow.
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Przerwa 5 minut

5 minut przerwy

Pytania do przemyslenia:

1. Czym r6zni sie model mechanistyczny od predykcyjnego?
. Co przedstawia btgd predykcji?

. Dlaczego zwiekszenie granicy decyzji wydtuza RT?

. Co oznacza identyfikowalno$¢ parametru?

A OWDN
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Model dyfuzji decyzji DDM

» Zaszumione dowody narastajg do goérnej lub dolnej granicy.
« Osiagniecie granicy wyznacza wybor i czas decyz;ji.

» Model wyjasnia tgcznie trafnosé i rozktad RT.

Dowody
_________ +a-wyborA- —

Rysunek 4: Model dyfuzji decyzji DDM
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Parametry DDM

« Drift v opisuje $rednie tempo akumulacji dowodow.

» Granica a odzwierciedla wymagang ilos¢ informaciji.

* t0 obejmuje czas kodowania bodzca i wykonania reakciji.
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Granica i kompromis decyzji

» Wigksza granica zwykle zwigksza poprawnos¢ kosztem czasu.
* Mniejsza granica zwieksza tempo, ale sprzyja btedom.

» Poréwnanie wymaga utrzymania driftu i szumu bez zmian.
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Trudnosc i drift

* Nizszy drift daje mniej rozstrzygajace dowody.

» Przy statej granicy zwykle zwieksza liczbe btedow.

» Efekt czasu reakcji zalezy takze od granic i maksymalnego czasu.
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Rozkiad RT, nie tylko Srednia

» Czasy reakcji majg typowo asymetryczny rozkiad.
» Model powinien przewidywaé¢ osobno trafne i bledne RT.

» Mediana nie zawiera wszystkich informacji o ksztatcie rozktadu.
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Estymacja parametréw

» Dopasowanie moze maksymalizowac wiarygodnos$¢ danych.
» Alternatywg sa procedury bayesowskie i symulacyjne.

» Raportuj przedziaty niepewnosci oraz kryteria zbieznosci.
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|dentyfikowalnos¢ i poréwnanie modeli

* R6zne kombinacje parametréw mogg przewidywac¢ podobne wyniki.

» Poréwnuj modele na niezaleznych danych lub przez predictive checks.
» Prosty model bazowy jest koniecznym punktem odniesienia.

Zatozenia Symulowane Dopasowanie Odzyskiwanie

i parametry —> dane —> parametréw —> parametréw

Rysunek 5: Identyfikowalnos¢ i poréwnanie modeli
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Python: ustawienia symulacji

» Symulujemy 500 wyboréw tatwych i 500 trudnych.

 Ustalony krok dt i czas niedecyzyjny t0.

» Generator jest powtarzalny przez ustalone ziarno.

import numpy as np

import matplotlib.pyplot as plt

rng = np.random.default rng(42)

dt, tO, limit = .005, .30, 5.0

n = 500

print("Liczba préb na warunek:", n)
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Python: algorytm akumulacji

* W kazdym kroku dodaj drift i losowy sktadnik dyfuzji.
» Konhcz prébe po osiggnieciu jednej z granic.

» Zachowaj informacje o prébach nierozstrzygnietych.

def ddm(v, a=1.0, n=500):
if a <=0 orn<1ordt <=0 or limit <= 0:
raise ValueError("Granica, liczba préb, dt i limit musza by¢ dodatnie")
X = np.zeros(n); czas = np.full(n, np.nan)
trafna = np.zeros(n, dtype=bool)
aktywna = np.ones(n, dtype=bool)
for k in range(1l, int(limit / dt) + 1):
idx = np.flatnonzero(aktywna)
if not len(idx): break
x[idx] += v * dt + np.sqrt(dt) * rng.normal(size=len(idx))
koniec = idx[np.abs(x[idx]) >= al
czas[koniec] = k * dt + t0O
trafnalkoniec] = x[koniec] >= a
aktywna[koniec] = False
return czas, trafna
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Python: poréwnanie warunkow

* W obu warunkach utrzymujemy te same granice decyzji.

» Modyfikujemy drift, zachowujgc parametry szumu i niezalezne losowania.
» Raportujemy odsetek trafnych i nieukoriczonych préb.

wyniki = {}
for nazwa, v in [("tatwe", 1.30), ("Trudne", .55)]:
rt, ok = ddm(v)
done = np.isfinite(rt)
wyniki[nazwa] = (np.mean(ok[done]) if done.any() else np.nan,
np.median(rt[done]) if done.any() else np.nan,
done.mean())
print(nazwa, "accuracy, mediana RT, ukornczone:",
np.round(wyniki[nazwa], 3),
"nieukoiczone:", int((~done).sum()), "/", len(done))



Python: wykres czasu i poprawnosci
» Dwa wykresy pokazujg mediane RT i poprawnosc¢.
» Jednostki osi RT zapisujemy w sekundach.

» Poréwnania odnoszg sie tylko do znanych warunkéw symulaciji.

fig, ax = plt.subplots(l, 2, figsize=(9, 3.2))
nazwy = list(wyniki)

ax[0].bar(nazwy, [wyniki[n][0] for n in nazwy])
ax[0].set(ylabel="Poprawnos¢ [0-1]", ylim=(0, 1))
ax[1l].bar(nazwy, [wyniki[n][1] for n in nazwy])
ax[1l].set(ylabel="Mediana RT [s]")

for panel in ax: panel.grid(axis="y", alpha=.25)
plt.tight layout(); plt.show()
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Co oznacza parametr modelu?

» Ten sam parametr moze zaleze¢ od kilku procesow biologicznych.
* Zmiana driftu nie dowodzi zmiany pojedynczej funkcji poznawczej.
* Interpretuj parametry tacznie z protokotem zadania.
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Ograniczenia symulaciji

» Stacjonarny drift i state granice sg uproszczeniami.

» Dane prawdziwe mogg zawiera¢ zgadywanie, zmeczenie i uczenie sie.
e Sprawdz robustnosé wzgledem kroku i rozktadu szumu.
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Whnioski i zadanie samodzielne

* Modele poznawcze generujg sprawdzalne przewidywania zachowania.
» Trafnos¢ i czas reakcji nalezy analizowac tgcznie.

» Uruchom pi_w12.ipynb i poréwnaj dwie wartosci granicy.
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